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=
Pourquoi fouiller les donnees ?

0 De nombreuses données sont collecteées et entreposées
B Données du Web, e-commerce
B Achats dans les supermarchés
B Transactions de cartes bancaires

0 Les ordinateurs deviennent de moins en moins chers et
de plus en plus puissants

0 La pression de la compétition est de plus en plus forte

B Fournir de meilleurs services, s’adapter aux clients (e.g.
dans les CRM)
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=
Pourquoi fouiller les donnees ?

0 Les données sont collectées et stockees
rapidement (GB/heures)

B Capteurs : RFID, supervision de procedé
BT ¢lescopes
B Puces a ADN génerant des expressions de genes

B Simulations générant de téraoctets de données

0 Les techniques traditionnelles ne sont pas
adaptees

Contexte général



=
Un enjeu stratégique




=
Qu’est ce que le Data Mining ?

01 De nombreuses définitions

M Processus non trivial d’extraction de connaissances
d’une base de données pour obtenir de nouvelles
données, valides, potentiellement utiles,
comprehensibles, ...

B Exploration et analyse, par des moyens automatiques
ou semi-automatiques, de large quantit¢ de donnees en
vue d’extraire des motifs intéressants

Contexte général



Le processus de KDD

Données
transformées

Données

7 o Vd (U
Pré-traitementPl"é-Traifees @

Ej et nettoyage

— 00 |

Databases Données
Datawarehouse .
DataMart cibles
Web

visualisation

Motifs /
Modeéles

Contexte général



Donnees, Informations, Connaissances

Décision
*Promouvoir le produit P dans la région R durant la période N
‘Réaliser un mailing sur le produit P aux familles de profil F

‘Les familles de profil F utilisent M% de P durant la période N

Information (requétes)
*X habite la régionR

‘Y a A ans
-Z dépense son argent dans la ville V de la région R

Donné
-Consom u
*Magasins
‘Ventes
Démographie
*Géographie 8
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-
Data Mining ou non ?

® NON e OUI
Rechercher le Les supporters achetent de la
salaire d’un biere le samedi et de I’aspirine
employé¢ le dimanche
Interroger un Regrouper ensemble des
moteur de documents retournes par un
recherche Web moteur de recherche en
pour avoir des fonction de leur contenu
informations sur le
Data Mining .
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Cycle de vie du KDD

« Questions Identification DataWarehouse

stratégiques »‘ du probléme ‘ SGBD
E——

Transformation des
Evaluer données en
information/
connaissances
Rapports,
graphique, S —
Executive Processus
Information Agir sur ['information de KDD

Systems (EIS)
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=
Applications

0 Medecine : bio-médecine, drogue, Sida, séquence
genétique, gestion hopitaux, ...

0 Finance, assurance : credit, prédiction du marcheé,
détection de fraudes, ...

0 Social : données démographiques, votes, résultats des
¢lections,

0 Marketing et ventes : comportement des utilisateurs,
prédiction des ventes, espionnage industriel, ...

0 Militaire : fusion de donne¢es .. (secret défense)
0 Astrophysique : astronomie, « contact » ( ;-))

0 Informatique : agents, reégles actives, IHM, réseau, Data-
Warehouse, Data Mart, Internet (moteurs intelligent,
profiling, text mining, ...)

1
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Recherche de motifs fréquents

—

Qu’est ce qu’un motif fréquent ?

B Un motif (ensemble d’items, s€quences, arbres, ...)

qui interviennent frequemment ensemble dans une
base de données [AIS93]

0 Les motifs fréquents : une forme importante de
regularite
B Quels produits sont souvent achetés ensemble ?
B Quelles sont les conséquences d’un ouragan ?

B Quel est le prochain achat apres un PC?

12



1
Recherche de motifs fréquents

0 Analyse des associations

B Panier de la ménagere, cross marketing, conception de
catalogue, analyse de textes

B Corrélation ou analyse de causalité

0 Clustering et Classification

B (Classification basée sur les associations

01 Analyse de sequences

B Web Mining, détection de tendances, analyses ADN

B Pcriodicite partielle, associations temporelles/
cycliques
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« Panier de la meénagere »

0 Recherche d’associations
B recherche de corrélations entre attributs (items)
B caractéristiques : « panier de la ménagere »
B de tres grandes données
B limitations : données binaires

01 Recherche de motifs sequentiels

B recherche de corrélations entre attributs (items) mais

en prenant en compte le temps entre items =>
comportement

14
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Recherche de regles d’association




_
Panier de la menagere

[Localisation

Produits achetés

Identification

Date, heure

17
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Panier de la menagere

[Localisation
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1
Recherche de regles d’association

01 Regles de la forme

ANTECEDENT — CONSEQUENT [Support, Confiance]
(support et confiance sont des mesures d’intérét définies par 1’utilisateur)

B Achat (x, « Beurre ») ET Achat (X, « Pain ») — Achat(x, «
Lait ») [70%, 80%]

B Achat (x, « Biere ») ET Achat (x, « Gateaux ») — Achat (X, «
Couches ») [30%, 80%]

B Achat (x, « Caviar ») — Achat(x, « Champagne ») [10%,
90%]

19
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=
La legende

Stories — Beer and Diapers

¢ Diapers and Beer. Most famous example of
market basket analysis for the last few years.
If you buy diapers, you tend to buy beer.

— T. Blischok headed Terradata’s Industry
Consulting group.

— K. Heath ran self joins in SQL (1990), trying to
find two itemsets that have baby items, which
are particularly profitable.

— Found this pattern in their data of 50 stores/90
day period.

— Unlikely to be significant, but it’s a nice
example that explains associations well.

20
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Interpretation

1 R :X—=Y (A%, B%)
B Support : portée de la regle
Proportion de paniers contenant tous les attributs
A% des clients ont acheté les 2 articles X et Y

B Confiance .

Proportion de paniers contenant le conséquent parmi ceux
qui contiennent [ ’antécédent

B% des clients qui ont acheté X ont aussi achete Y

B Beurre, Pain — Lait [70%, 80%]
Biere, Gateaux — Couches [30%, 80%]
B Caviar — Champagne [10%, 90%]

21
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1
Utilisation des regles d’association

Biere, ... —=Couches

B Couches comme consequent

déeterminer ce qu’il faut faire pour augmenter les ventes

B Biére comme antéceédent
quel produit serait affecté si on n’arréte de vendre de la
biere
B Bicre comme antécédent et Couche comme
consequent

quels produits devraient étre vendus avec la Biere pour
promouvoir la vente de couches ”

Les régles d ‘association



_
Deéfinitions des ensembles fréquents

B Soit un ensemble I = {I1, 12, ..., Im} d’items, une
transaction T est définie comme les sous-ensembles
d’items dans I (C I).

0 1= {Bicre, Café, Couche, Gateaux,Moutarde,Saucisse...}
0 T1 = {Café, Moutarde, Saucisse}

B Une transaction n’a pas de duplicats

B Soit une base de données D un ensemble de n
transactions et chaque transaction est nommee par
un 1dentifiant (TID).

0 D= {{T1, {Café,Moutarde,Saucisse}},
{T2, {Bicre, Cafe, Gateaux}}, ...}

23

Les régles d ‘association



e ——————————
Une base de données

0 Une représentation de la base de données D
Client Pizza Lait Sucre | Pommes Café
1 1 0] o ) o)
2 0] 1 1 0] 0
3 1 0] o 1 1
4 0] 1 o 0] 1
5 1 0] 1 1 1
1 0 0 0 O]
, 0 1 1 0 O
0 Enfait.... m-l1 0 0 1 1
0 1 0 0 1
1 0 1 1 1

24
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Definition des ensembles frequents (cont.)

B Une transaction T supporte un ensemble X C I si
elle contient tous les items de X (X C T).

0 T1 supporte {Café, Moutarde,Saucisse}

B Support de X (Supp(X)) : fraction de toutes les
transactions dans D qui supportent X.

B Sisupp(X)=s,. 1’ensemble X est dit fréquent.

B Un ensemble d’items (ifemset) X de cardinalité

k = |X] est appel¢ un k-itemset.
3-itemset : {Cafe, Moutarde, Saucisse}

25
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1
Propri¢tes des ensembles frequents

B Propriéte 1 : support pour les sous-ensembles

0 Si A C B pour les itemsets A, B alors supp(A) >= supp
(B) car toutes les transactions dans D qui supportent B
supportent aussi nécessairement A.

A={Cafe¢, Moutarde}, B ={Café, Moutarde, Saucisse}

B Propriété 2 : [es sous-ensembles d’ensembles
fréquents sont frequents

B Propriété 3 : [es sur-ensembles d’ensembles non
fréquents sont non fréquents (anti-monotonie)

26
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=
Definition des Regles d’association

B Une regle d’association est une implication de la
forme

R: X—=Y

ou X et Y sont des itemsets disjoints :
X, YCTetXNY=0.

Bicre, Gateaux — Couches

27
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Definition des Regles d’association (cont.)

B Confiance (confidence) dans une regle R

B Siune transaction supporte X, elle supporte aussi Y
avec une certaine probabilite appelée confiance de
la regle (conf(R)).
conf(R) =p(YCT | XCT)

=p(YCT A XCT) /p(XET)
= support (X U Y) / support(X)

Supp(Biere,Gateaux,Couches)

conf(R) = -~ > confiance ?
Supp (Biere, Gateaux)

28
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=
Proprictes des regles d’association

01 Propriété 4 : pas de composition des regles

B SiX—ZetY—=Zsontvraisdans D, XUY —=Z
n’est pas neécessairement vrail.

B Considerons le cas ou X N'Y = O et les transactions dans D supportent Z
si et seulement si elles supportent X ou Y, alors I ’ensemble X U Y a un
support de 0 et donc X U Y — Z a une confiance de O%.

01 Propriété S : decomposition des regles
B SiXUY —=Z convient, X = ZetY 72)2 peut ne

pas €tre vrai.
T(Y)

T(X)

29
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=
Proprictes des regles d’association

0 Propriété 6 : pas de transitivite

B S1iX—=YetY — Z,nousne pouvons pas en
deduire que X — Z.

0 Propriété 7 : deduire si une regle convient

B Si A — (L-A) ne vérifie pas la confiance alors nous

n’avons pas B — (L-B) pour les itemsets L, A, B et
B C A.

30
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_
En resume

0 Itemsets: A,B ouB,E,F Trans. [tems
0 Support pour un itemset ID

Supp (A,D)=1

Supp (A,C)=2 1 A, D

0 Itemsets fréquents (minSupp=50%)

{A,C} est un itemset fréquent 2 A, C

0 Pour minSupp = 50% et minConf
= 50%, nous avons les régles 3 A, B, C
suivantes : 4 A BEF

A — C [50%, 50%]
C — A [50%, 100%)]

31
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=
Scheéma algorithmique de base

0 La plupart des approches utilise le méme schéma
algorithmique
0 Pour construire les regles d ’association, le

support de tous les itemsets fréquents dans la
base doit €tre calculé

0 L ’algorithme procede en deux phases :
B ]) Géncration de tous les ensembles frequents

B 2) Géncration des regles d ’association

32
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1
Comptage des itemsets

0 Une premiere approche
1 I={A, B,C}
0 Genération de tous les cas possibles :

1D5,1A, {BJ, {C,
{A,B}, {A,C}, {B,C}
{A,B,C}

01 Comptage du support

33
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1
Generation des ensembles fréquents

0 Le nombre d ’ensemble frequent potentiel est
¢gal a la taille du produit cartésien de tous les
items .... qui croit exponenticllement en
fonction du nombre d ’1tems considéeres.

0 Approche naive : recherche exhaustive et test de
tous les ensemble du produit cartésien pour
savoir s ’1ls sont frequents

0 1000 items => 21090 ensembles a considérer

34
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Vers un algorithme génerique

iN — N=N+1

e

N-fréquents

35
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-
Construction des regles

B Pour chaque ensemble fréquent X, chaque sous-
ensemble est choisi comme antécédent de la regle, le
reste devenant la partie conséquent.

B Comme X est fréquent, tous les sous-ensembles sont
frequents (Propriété 3) donc leur support est connu.
La confiance d’une regle est calculée et une regle est
conservee ou pas selon la confiance minimale.

B Amclioration : (Proprieté 7) quand une regle ¢choue,
aucun sous ensembles de 1 ’antécédent n ’est a
considérer.

36
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1
Bref historique

0 Problématique initice en 1993
1 CPUvs. I/O
01 De nombreux algorithmes ...

AIS - R.Agrawal, T. Imielinski and A. Swami - ACM SIGMOD 1993
SETM - Houtsma and Swami - IBM Technical Record

APRIORI - R. Agrawal and R. Srikant - VLDB 1994

PARTITION - A. Sarasere, E. Omiecinsky and S. Navathe - VLDB 1995
SAMPLING - H. Toivonen - VLDB 1996

DIC - S. Brin, R. Motwani, J.Ulman and S. Tsur - ACM SIGMOD 1997
PrefixSpan - J. Pei, J. Han, .... - ICDE 01

SPADE - M. Zaki - Machine Learning’01

....2006, 2007 .

Les régles d ‘association



=
L’algorithme APRIORI

0 But: minimiser les candidats

0 Principe : générer seulement les candidats pour
lesquels tous les sous-ensembles ont €t
determines frequents

0 Génération des candidats réalisée avant et de
maniere séparee de I'étape de comptage

38
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L’algorithme APRIORI

Input : C,: itemsets candidats de taille k
Output : L, : itemsets fréquents de taille k

L, = {items fréquents};
for (k= 1; L, '=0; k++) do
C,.; = candidats généres a partir de L,;

Pour chaque transaction t de la base de données, incrémenter le

compteur de tous les candidats dans C,,; qui sont contenus
dans t

L, ., = candidats dans C, ., avec minSupp
return U, L;;

39
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Deétails d’APRIORI

1 Comment générer les candidats ?

B FEtape 1: auto-jointure sur L,
B Etape 2: ¢lagage

0 Comment compter le support des candidats ?

40
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e ——————————
Geénération des candidats

0 Les items de L, ; sont ordonnes par ordre
lexicographique

0 Etape 1: auto-jointure sur L, ,
INSERT INTO C,
SELECT p.item,, p.item,, ..., p.item,_;, q.item,_,
FROM Ly, p, Ly q
WHERE p.item ,=q.item,, ..., p.item,_ ,=q.item,_,, p.item, ; <
q.item,_,
0 Etape 2: ¢lagage
For each itemset ¢ in C, do
For each (k-1)-subsets s of ¢ do if (s 1s not in L, ;) then delete ¢ from C,

41
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Generation des candidats : exemple

0 L,={abc, abd, acd, ace, bcd}
0 Auto-jointure : L;*L;

B abcd a partir de abce et abd

B acde a partir de acd et ace

1 Elagage :
B acde est supprimé car ade n’est pas dans L,

0 C,/~{abcd}

42
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_
Stockage des candidats

0 un arbre (structure de hash-tree)
structure de tous les 3-candidats possibles pour 5 items (A, B, C,

D, E)
{C,D} {D,E}
B c D {C,E}
; {D,E}
{C} {D}]

o | [ BN [
{E} Ensemble {A,C,D}

43



_
Comptage du support des candidats

0 Parcourir la base. Pour chaque tuple extrait t,
compter tous les candidats inclus dedans

B Rechercher toutes les feuilles qui peuvent contenir
les candidats

B Hachage sur chaque item du tuple et descente dans
1 *arbre des candidats

0 Dans les feuilles de 1’arbre vérifier ceux
effectivement supportés par t

0 Incrémenter leur support

44
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[1lustration
CID Items
1 AB
2 ABCDEF
3 BDG Support minimal = 1
4 BEG
5 DFG
6 DEG
7 B E
3 BDEF

45
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[llustration

C1 Support
A 2

B 6

C 1

D 5

E 5

F 3

G 4

L1={{A},{B},{C},{D},{E},{F},{G}} l-itemsets fréquents

Les régles d ‘association
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[llustration

C2 Sup_port C2 Sup_port
AB 2 CD 1
AC 1 CE 1
AD 1 CF |
AE 1 CG 0
AF 1 DE 3
AG 0 DF 3
BC 1 DG 3
BD 3 EF 2
BE 4 EG 2
BF 2 FG 1
BG 2

2-1temsets fréquents{{A,B},{A,C},{A,D},{AE},{AF},{B,C},{B,D},{B,E},
{B,F},{B,G}, {C,D},{C,E},{C,F},{D,E} {D,F} {D,G},{E,F} {E,G},{F,G}}

Les régles d ‘association
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[llustration
C3 Support C3 Support
ABC | BDE 2
ABD | BDF 2
ABE | BDG |
ABF | BEF 2
ACD | BEG 1
ACE 1 BFG 0
BCF | EFG 0

L3 ={{A,B,C},{A.B,.D},{A,B,E},{A,B,F} {A,C,D}, ... {D,FG}}
{B,C,G} ¢lague par Apriori-Gen car {C, G} n ’appartient pas a L2

48
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[llustration
C4 Support C4 Support
ABCD | ACEF |
ABCE | ADEF |
ABCF | BCDE |
ABDE | BCDF |
ABDF | BCEF |
ABEF | BDEF 2
ACDE | BDEG 0
ACDF | CDEF 0

L4 = {{A,B,C,D},{A.B,C.E},{A,B,C,F}, ... {C,D,E,F}}
{B,D,F,G}, {B,E,F,G} ¢lagues car {B,F,G} n ’appartient pas a L3
{D,E,F,G} ¢lagué¢ car {E,F,G} n ’appartient pas a L3 49
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[llustration
Co6 Support
ABCDE 1

6-itemsets fréequents L6 = {{A,B,C,D,E,F}}

C7 = {J} => 1 ’algorithme se termine.

7 balayages pour déterminer tous les itemsets fréquents

50
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1
Espace de recherche

ABCD NIV 4
//N
ABC ABD ACD BCD NIV 3
S
AB AC BC AD BD CD NIV2
A=
A B C D NIV 1

W Algorithme par niveau
#

51
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N
Partition

0 But : Réduire le nombre de passes

0 Principe :

B partitionner la base de manicre a ce que chaque
partition tienne en mémoire centrale (utilisation
d ’Apriori pour chaque partition)

B 2 passes sur la base

52

Les régles d ‘association



1
Partition (cont.)

0 Phase 1 : Division de la base

B Traiter les partitions une par une : les itemsets
fréquents sont fusionnes pour générer 1 ensemble

de tous les 1temsets fréquents potentiels

0 Phase 2 : le support de ces 1itemsets est calcule

53
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=
DIC (Dynamic Itemset Counting)

0 But : réduction du nombre de balayage de la
base

0 Lecture par blocs de M transactions

0 Essayer de genérer le plus vite possible, 1.€. a
la fin de M, des (k+1)-1temsets pour les
rechercher dans les prochaines M transactions

54
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1
DIC (Cont.)

2-itemsets 3-itemsets 4-itemsets

~

o
|
| L
I
Z ® - o '
VI 1
o :
CC% | |
= ® ' ® L
< I
= I
v vV v
® o ® !
0
o
VV V"
/'/\\'

i 4-itemsets
l-itemsets ,_itomsets 3-itemsets
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-
Sampling

0 Idee : prendre un ensemble ale¢atoire qui
réside en mémoire centrale et rechercher tous
les 1itemsets fréquents

0 Tres efficace : 1 passe, 2 passes au pire

0 Basée sur la bordure negative

56
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1
Bordure négative

ABCD
ABC ABD ACD BCD
AB AC BC AD BD CD
A B C D

57
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Bordure négative

minSupp = 2

ABD (2)

Les régles d ‘association

Fréquents

O Bordure négative




1
Sampling (cont.)

0 Algorithme

support minimum, petit support minimum, une base et
un echantillon de la base

1 - prendre un échantillon de la base

2 - Calculer les fréquents avec petit support minimum
en memoire centrale : Fréquents et Bordure

3 - Evaluer la fréquence des 1itemsets fréquents et de la
bordure négative sur le reste de la base

4 - Retourner le résultat et les éventuels manques

59
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1
Sampling (cont.)

0 D =10 millions de tuples - A ... F - support minimum = 2% -
Echantillon s de 20 000 tuples petit support minimum = 1,5%

Pour I’échantillon avec 1,5% :  F={{A,B,C},{A,C,F},{A4,D},
{B.D}/

Bordure négative = BN={{B,F},{C,D},{D,F},{E}}

0 Evaluer F et BD sur le reste de la base avec 2%
I - on trouve {A,B},{A,C F} en une passe

2 - si {B,F} devient frequent sur D => manque peut étre
{A,B,F} => reporter | ’erreur et effectuer une seconde passe

60
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MaxMiner : Mining Max-patterns

0 But : rechercher les longs itemsets fréquents

01 Max-patterns : bordures de motifs fréquents
B Un sous-ensemble d’un max-pattern est fréquent

B Un sur-ensemble d’un max-pattern est non fréquent

0 Parcours en largeur et en profondeur

61
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1
MaxMiner : Mining Max-patterns (cont.)

0 ler passage: rechercher les items fréquents

B ABCDE

0 2nd passage: rechercher les support pour
B AB, AC, AD, AE, ABCDE
B BC, BD, BE, BCDE
®m CD,CE, CDE, DE,

1 Comme BCDE est un max-pattern, 1l n’est pas
nécessaire de vérifier BCD, BDE, CDE dans les

parcours suivants

Les régles d ‘association

Tid

Items

10

A,B,C,D,E

20

B9C7D9E9

30

A,C,D,F

minSupp=2
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Geénération des candidats

1 Depuis 2000 « La base peut tenir en meémoire »

0 Constat : géneration d “un trop grand nombre de

candidats
0 s’ilya10* 1-itemset => génération de 107 candidats 2-
itemsets

0 Pour un fréquent de 100, il faut générer plus de 10°°
candidats au total

B Est-1] possible de proposer une methode qui evite de
generer des candidats ?

63
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- |
FP-Tree

1 - Parcours de la base pour rechercher les 1-fréquents

2 - Tr1 des fréquents dans 1 ordre décroissant

TID Items [tems triés
1 I1, 12, I5 12, 11, I5
2 12,14 12,14 [ = [ 127,
3 12,13 12,13
i i I1:6,

4 I1,12, 14 12,11, 14

I3: 6,
5 I1,13 I1,13

14 :2,
6 12,13 12,13
7 I1, I3 I1, I3 I5: 2]
8 I1, 12,13, I5 12,11, I3, I5
9 I1, 12,13 12, 11,13 N
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FP-Tree (cont.)

Parcourir les transactions de la base

Création du FP-Tree :

« faire glisser les transactions dans 1’arbre »
- Une branche existe : incrémenter le support
- Creer la branche autrement

2:
null O 170\ OHZ

(12, 11, 15) / 1140 O O O 13:2

o O N 14:1
/

OI41

10 15:1 13:2 \
c/ O
I5:1 15:1

Les régles d ‘association

null
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FP-Tree (cont.)

I2 7 -
I1 6 --
I3 6 Sl
I4 2 .

I5 2 :

\X

,” I5J S

Les régles d ‘association

null C)

/ N\

I2:7

VAN
N

C)]%l

7’
J3:2 \:
~ '
~ 7
\\,\/\

O

I5:1

OIIZ

T---- »I14O O O ‘0132

Association d’un tableau

de pointeurs tri¢
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FP-Tree (cont.)

null O

O
AN

11;40 O O O 13:2

N

O 14:1
15:1 13:2 \

O

I5:1
minSupp = 1

Les régles d ‘association

On commence par ceux dont le support est le plus faible

Pour IS5
chemins pour I5 <I2 I1 15:1> et <I2 11 I3 I5:1>

en considérant I5 comme suffixe on a :

<I211:1>

<R2I113:1>

=><[2:2,11 : 2> (support I3 = 1)
Génération : 12 15 : 2 mis:2 I121115:2

Pour 14
Avec 14 comme suffixe
<I211:1>et<I2:1>=>fréquentI2 14 : 2

Pour I3

Avec 13 comme suffixe
<I211:2><12:2><I1:2>

=>fréquents : 1213 :4 1113:2 I121113:2
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Bénétices de FP-tree

0 Préserve I’'information complete pour I’extraction

d’itemsets
0 Pas de passage supplémentaire sur la base

01 Approche Compacte

B [csitems sont tries dans un ordre décroissant de fréquence :
plus 1ls apparaissent fré¢quemment plus ils seront partagés

B Ne peut jamais étre plus grand que la base d’origine (sans
compter les liens, les nceuds et les compteurs)
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e ——————————
Cas des données corrélees

1
0
M =1
0

O N i Wy G

0
1
1
1

0 D’autres types d’algorithmes
B Utilisation du treillis et de ses propriétés |1 0 1

B Recherche des itemsets fermés fréquents (les itemsets
maximaux pour lesquels 1l n’existe pas de super ensemble
avec la méme valeur de support)

ke ek
O S Y i W Wy Wy

B Recherche des générateurs

B Recherche de représentation condensée (clos, libres,
dérivables)

0 Close, Closet, Charm ...
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1
Quelques conclusions

01 De nombreux travaux

B De nouvelles approches condensées
B Dec nouvelles contraintes (réduire 1’espace de recherche)
B Préservation de la vie privee

Approches Incrémentales

Regles plus geénérales

Définir de nouvelles mesures (lift, implication, ...)

70
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Regles d’association incrémentales

0 Genérer les regles dans une base dynamique

0 Probleme : les algorithmes considerent des
bases statiques

01 Objectifs :

B Chercher les itemsets fréquents dans D
B Chercher les itemsets frequents dans D U {A D}

0 Doit €tre fréquent dans D ou A D
0 Sauvegarder tous les fréquents, la bordure
0 ... Data Streams (Flots de Donn¢es)
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=
Des regles plus génerales

0 Les regles neégatives
Expr(Ci1) — Expr(Cj) avec AND, OR, NOT

0 Les regles sur plusieurs dimensions

0 Les regles a attributs variables
Age €[x,y] => Salaire > 45 K€ (5%; 30%)

0 Les regles approximatives

0 Lesregles avec généralisation

Associée a une taxonomie
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1
Utilite des regles

0 Larégle utile contenant des informations de
qualité qui peuvent etre mises en pratique

ex : le samedi, les clients des épiceries achetent en méme
temps de la biere et des couches

0 Résultats connus par quiconque
ex : les client des épiceries achetent en méme temps du pain

et du beurre

0 Reésultats inexplicables difficiles a situer et donc
a expliquer

ex : lors de l'ouverture d'une quincaillerie, parmi les articles
les plus vendus on trouve les abattants de toilette
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D’autres mesures

Articles A B C A, B A, C B, C A, B, C

Fréquences (%) | 45| 425 | 40 | 25 20 15 5

0 S1on considere les regles a trois articles, elles ont le méme
support 5%. Le niveau de confiance est alors :

Regle Confiance
A,B—-C 0,20
A,C—B 0,25
B,C - A 0,33

0 Laregle « B, C — A » possede la plus grande confiance. s1 B et
C apparaissent simultanément dans un achat alors A y apparait
aussi avec une probabilite estimée de 33%.
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D’autres mesures (cont. )

Articles A B C A, A, C B, C A, B, C
B

Fréquences (%) 45 42,5 40 25 20 15 5

0 A apparait dans 45% des achats. Il vaut donc mieux
prédire A sans autre information que de prédire A
lorsque B et C apparaissent.

0 1'amélioration permet de comparer le résultat de la
prédiction en utilisant la fréquence du résultat

Amelioration = confiance / frequence(resultat)
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D’autres mesures (cont. )

0 Une regle est intéressante lorsque I'amélioration est supérieure a
1. Pour les regles choisies, on trouve :

Regle Confiance Freq(résultat) Amélioration
A, B—C 0.20 40% 0.50
A,C—B 0.25 42.5% 0.59
B.C— A 0.33 45% 0.74

0 Par contre, la régle si « A — B » posséde un support de 25%,
une confiance de 0.55 et une amélioration de 1.31, cette regle est
donc la meilleure.

0 Enrcgle générale, la meilleure regle est celle qui contient le
moins d'articles.
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e ——————————
Visualisation

2! =12 ]
ﬁEile Mining Associator Yiew MWindow Options Help .= |

B8] B #| w3 2]
k= RS ET

For Help, press F1

DBMiner (www.dbminer.com) 7
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Eiir  Mmwng Assocety  Yew  Wodow  Optons Help -

Q& =) | a3 1
o] olmi>] <1 1

Coucation Level = P igh School Degres] 3
=2

EOUcabon Level  [Farsal OO
) Martal Status %]

For Help, press F1
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DBMiner (www.dbminer.com)
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Intelligent Miner (www.ibm.com)

Les régles d ‘association




s —
Plan

01 Contexte géneral

0 Regles d’association
1 Motifs sequentiels
0 Applications : Web Mining, Text Mining

0 Conclusions

80



=
Pourquoi la recherche de séquence ?

01 Un important domaine de recherche pour le data
mining avec de tres nombreuses applications

Analyse des achats des clients

Analyse de puces ADN

Processus

Consequences de catastrophes naturelles

Web mining

Détection de tendances dans des données textuelles
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1
Recherche de Motifs Sequentiels

01 Meéme problématique mais avec le temps
0 Item : « un article »

0 Transaction : un client + un 1itemset + une
estampille temporelle T = [C, (a,b,c);]
0 Sequence : liste ordonnee d’itemsets

01 Sequence de donnéces : « activite du client »

Soit T, T,, ... T, les transactions du client C, la
séquence de données de C est :

[C, <itemset(T,) itemset(T,) .... itemset(T,)>]
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1
Recherche de Motifs Sequentiels

0  Support minimal : nombre minimum
d’occurrences d’un motif sequentiel pour €tre

considere comme fréquent

0 Attention I’occurrence n’est prise en compte
qu’une fois dans la s€quence

Support (20) dans <(10) (20 30) (40) (20)>=1
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e ——————————
Inclusion

0 Inclusion : Soient S, =<a, a, ... a>et S, =<b,
b,...b>S, €S, ssi

1, <1, <..<i/a &b, ....a Cb

n m

1 S1=<(10) (20 30) (40) (20)>

S2 =<(20) (40)> C S1
S3 =<(20) (30)> n’est pas incluse dans S1
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1
Problématique

0 Soit D une base de données de transactions de
clients. Soit ¢ une valeur de support minimal

Rechercher toutes les sequences S telles que : support
(S) >0 dans D

01 50% des personnes qui achetent du vin et du
fromage le lundi achetent aussi du pain le
vendredi

<(French wine, cheese) (bread)>
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[l1lustration
Clients | Datel Date3 | Dated
ct | @2080 10@0ED | 1040
cz | @208 €03060
€3 | 203050 10 40 60 | 10 20 30
ca |@@c0 | @40 | 0€0ED 50

Support = 60% (3 clients) => <(10 30) (20) (20 60)>

Les motifs séquentiels




_
Itemsets :Espace de recherche

ABCD NIV 4
//N
ABC ABD ACD BCD NIV 3
S
AB AC BC AD BD CD NIV2
A=
A B C D NIV 1

W Algorithme par niveau
#
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Motifs Séquentiels : 1'espace de recherche

AAA A(AB) AAB  A(AC) AAC (AB)B (ABC) (ABIC ABB

AA (AB) AB (AC) AC BB (BC) BC

Les motifs séquentiels
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_
La propriété d antimonotonie

0 Une propriéte essentielle (c.f. Aprior: [AIS93])

B Si une séquence n'est pas fréquente,
aucune des super-séquences de S n'est
frequente!

Support (<(10) (20 30)>) < minsupp
Support (<(10) (20 30) (40)>)<< minsupp

es motifs séquentiels



Vers un algorithme génerique

iN — N=N+1

e

N-fréquents
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e ——————————
Geénération des candidats

0 S-Extension : ajout d’une séquence

0 I-Extension : ajout d’un 1temset

<«(K2) (3) <(412) (3)p
<¢<(2) (3 ’}KP })(:2) (3) CK))

<«(12) (3 4) <(12)(3) (B)
I-Extension S-Extension
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GSP
0 A la APRIORI [Srikant, Agrawal, EDBT 96]

g N

While (Result; !=NULL)
Candidate Generate

Prune
Test
L=L+1

- /
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_
Recherche des sequences de taille 1

0 Candidats initiaux : toutes les séquences

réduites a un item Cand | Sup
B <a>, <b> <c>, <d>, <e>, <f>, <g>, <h>
<a> 3
0 Un passage sur la base pour compter le
support des candidats <b> S
<c> 4
Seq. ID Séquence <d> 3
10 <(bd)cb(ac)>
20 | <(bfce)b(fe)> <> | 3
30 <(ah)(bf)abf> <> 2
40 <(be)(ce)d> 1
50 <a(bd)bcb(ade)> 1

minSupp =2
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I.e Processus

Sth scan : 1 candidate <(bd)cba>
1 length-5 seq pattern

4th scan : 8 candidates <abba> <(bd)bc
6 length-4 seq pat

3rd scan : 46 candidates

<abb> <aab> <aba> <baa> <bab>". .
19 length-3 seq pat.

2m1d gean : 51 candidates
19 length-2 seq pat. <aa> <ab>... <af> <ba> <bb> ... <ft> <(ab)> <(ef)>

Ist scan : 8 candidates W
6 length-1 seq pattern <a> <b> <c> <d> <e> <g><h>

94



- 0]
(Géneération des candidats de taille 2

S-Extension <a> <b> <c> <d> <e> <f>
<a> <aa> <ab> <ac> <ad> <ae> <af>
<b> <ba> <bb> <bc> <bd> <be> <bf>

51 2-Candidats <c> | <ca> | <cb> | <ce> | <ed> | <ce> | <cf>
<d> <da> <db> <dc> <dd> <de> <df>
<e> <ea> <eb> <ec> <ed> <ee> <ef>

I-Extension <f> | <fa> | <tb> | <fc> | <fd> | <fe> <ft>
o | b | ce —& —~ | = 1 Sans la propriété d’anti-
<a> <(ab)> | <@o)> | <@d> | <@)> | <@> | monotonie
<b> <(bcy> | <(bd)> | <(be)> | <(bf)> Q#Q 1 R%7/7=0)
<c> <(cdy> | <(ce)> | <(c)> ,
= o | < candidats
<e> <(ef)>
<f>

Les motifs séquentiels
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_
Comptage des supports des candidats

Candidats
Stockés en
Mémoire centrale

Un tuple o et

={cid, < P> =
C3 C3CT?

C4 C4CT?

C5 C5CT?

Cn CnCT?

BASE DE DONNEES
MEMOIRE CENTRALE

96
Les motifs séquentiels



Stockage des candidats

Root

P N — w0

«(30 40 50)> | k(40 50) (30)>

10 <«(30) (40 60)x (40 50) (40)>
30 / \0
«10) (80) (40)>| ||<(10) (10 40)-
«(10) (30 40) «(10 40) (20)

S =<(10) (30) (10 40)>



PSP (Prefix Tree for Sequential Patterns)

0 Vers une structure plus efficace : prefix tree

A

) (20)> root

40)> /\\
10)> 10 20 30 .‘
7\ A
30 40 20 40
20 40 10 10 40

«30 50 @@ @) (20 10> -

A A
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PSP (cont.)
0 Génération des candidats de taille 2
Root
/\\\

10 20 30 40

10 20 20 30 30 40 40 20 10 10 -
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1
PSP (cont.)

0 Génération des candidats de taille > 2

/ROOT\ Root

10 20 30 40

N\ /"

30 40 20 40 10

— 10 20 30 40

Candidats et fréquents
dans le méme arbre

100
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- =
SPAM

0 Utilisation de bitmaps pour rechercher les motifs
frequents

0 Hypothese : la base tient toujours en mémoire

0 On construit d’un arbre lexicographique
contenant toutes les branches possibles —
¢limination des branches en fonction du support

0 Nouvelle representation des donnéees

101
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1
SPAM (cont.)

0 Représentation verticale
des données

(1)

T1 0

Cl = <(1)3 (1)5> C1 T2 0
T3 1

T4 0

0 S-Extension TS 1

1 I-Extension
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1
SPAM (cont.)

0 S-Extension : un bitmap transformé + AND
0 I-Extension : AND

01 Exemple : recherche du candidat (1) (2)

(1) (Dg 2 (D)
| 0 1 0
— 4 AND 4 N
0 S-extension 1 1
0 | |
0 0 0
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Motifs geéneralises

0 Pour certains domaines d’applications 1l est
nécessaire de limiter les résultats

corrélations entre achat du caviar le ler janvier et de
champagne le 31 decembre ?

0 Contraintes de temps

windowSize : regrouper des ¢vénements
minGap : considérer des €vénements comme trop proches

maxGap : considérer des événements comme trop €loignes

104
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[1lustration
Client | Date [Ifems

C1 1 Ringworld

C1 2 Foundation

C1 15  |Ringworld Engineers,| Second
Foundation

C2 1 Foundation, Ringworld

Cc2 20 | Foundation and Empire

c2 50 | Ringworld Engineers

Support = 50% : <(Ringworld) (Ringworld Engineers)> et
<(Foundation) (Ringworld Engineers)>

windowSize=7 jours : <(Foundation, Ringworld) (Ringworld
Engineers)> 105
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=
Contraintes temporelles

1 d=<!(1)*23)°@) %5 6)°(7)>
01 Candidat:C=<(1234)(567)>

B windowSize = 3, minGap=0, maxGap = 3,

B d=<(1234)(567)>-Donc C est inclus dans d
1 Candidat: C=<(123)(67)>

B windowSize = 1, minGap=3, maxGap = 4,

B d=<(123)4) (567>

B minGap pas respecte entre 3 et 5 ! C pas inclus dans
d

Les motifs séquentiels
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Comment gerer les contraintes ?

Un tuple
T={cid, <(a) (bc) (d)>}

='=
wS, minGap, maxGap

4\%

Candidats stockés
En mémoire

Backtrackmg

BASE DE DONNEES <> \@
<P

Les motifs séquentiels

MEMOIRE CENTRALE
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Inclusion des contraintes

Client |Date [Items
C1 1 10
C1 7 20
C1 13 |30
C1 17 140
C1 18 |50
C1 24 |60

Les motifs séquentiels

<(10) (20) (30) (50) (60)>
<(10) (20) (30) (40) (60)>
> <(10) (20) (30) (40 50) (60)>
minGap=1  <(10) (20) (30 40) (60)
windowSize=5 <(10) (20) (30 40 50) (60)>
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e ——————————
Recherche des inclusions

Date |1 7 13 17 18 24
C 1 2 3 4 5 6

windowSize = 5, minGap = 1
Via minGap
<(1) (2) (3) (4) (6)
<(1) (2) (3) (B) (6)
Puis avec windowSize
<(1) (2) (3) (4 5) (6)
<(1) (2) (34) (6)
<(1) (2) (345) (6)
En fait:
<(1) (2) (3) (4 5) (6)
et <(1) (2) (3 4 5) (6)> 109
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1
Recherche des inclusions (cont.)

Date | 7 13 17 18 24
C | 2 3 4 5 6
1 2 3 4 5 6
O @) @) @) minGap O @
45
34 ©
O
345

110
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Recherche des inclusions (cont.)

45

Un chemin = une séquence
Tous les chemins mais quid des inclusions 1

Les motifs séquentiels



Recherche des inclusions (cont.)

112
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Recherche des inclusions (cont.)

/ \
1 2 3 4 6
@, > =< > O . O
\ \\45 /

N L
\k”

Regrouper ensemble les nceuds de méme origine 113
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Recherche des inclusions (cont.)

/
(1) =2 3/ \;
\\ /
\ |

\

Supprimer les nceuds inclus ayant méme destination e
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1
Recherche des inclusions (cont.)

<(1) (2) (3) (4 5) (6)> et <(1) (2) (3 4 5) (6)>

115
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1
Recherche des inclusions (cont.)

ame - L

Arbre des candidats

DB

~

AVANT

~ ‘
S GTC {81, s2, .. Sn}

DB g \Ar-bre des candidats

APRES
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-
Web Usage Mining

Analyse de 1’usage des visiteurs sur un site Web
Les pages contiennent I’information
Les liens sont des « routes » (hyperliens)

Comment les personnes naviguent-elles sur
Internet ?

B Web Usage Mining (Clickstream Analysis)

B [nformation sur les chemins de navigation
disponibles dans des fichiers logs.

s Y s Y i N

0 Principe :

intégrer et « fouiller » ces données pour en produire
de 'information et de la connaissance 19

Applications



-
Web Usage Mining

0 Pourquoi analyse 1’usage des sites Web ?

0 La connaissance sur la maniéere dont les visiteurs
utilisent un site Web permet de :

B Fournir une aide pour réorganiser site

B Aider le concepteur a positionner 1’information
importante que les visiteurs recherchent.

B Précharger et cacher les pages
B Fournir des sites adaptatifs (personnalisation)
B Eviter le « zapping »

0 Utile dans le cas du e-commerce

Applications



Exemple d’utilisation

Statistiques| Performance @ Retenir les
générales du site clients
Analyse du | Groupement | Campagne

contenu des clients adaptée
Point Ciblages des | Campagne
d'entrée clients ciblée
Parcours | Comportement| Modification
des clients dynamique

Applications
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-
Web Usage Mining

0 De nombreux outils disponibles

0 Statistiques génerales :
B Nombre de hits

B Queclle est la page la plus populaire du site ?

B Qui a visite le site ?

B Qu’est ce qui a éte telecharge ?

B Quels sont les mots cles utilisés pour venir sur le
site ?

122
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-
Web Usage Mining

-aU oPURIT-N
Fichier Edition Afficher Aller Communicator Aide

' Precedent Suivant  Recharger  Accuell  Rechercher  Guide Imprimer ~ Sécurité Shap ATTEtE m ' Precedent  Suivant  Recharger  Accuell  Rechercher  Guide Imprimer ~ Sécurité Shap ATTEtE m
' \t' Signets A Adesse:|http://wwwlintegra.fr/gusport/boutique/navig-xayon.asp?dept_id=368 j ﬁ]‘ Infos connexes ' \t' Signets A Messe:Ihttp;/y'wwwa,integ[a,f[/guspo[t/boutique/navig-1ayon,asp?dept_id=338 ﬂ @' Infos connexes
i Instant Message Intemet Nouveautés Avoir Membres Marché i Instant Message Intemet Nouveautés Avoir Membres Marché

SPORIS
DE RAQUETTES

Plus de produits i

SPORIS
DE RAQUETTES

Plus de produits i

GO SHOP : NOTRE SELECTION

ULTRA PRO BLEUE TOURNAMENT GR T CARBON 280 G
WILSON BABOLAT HEAD

499,9F/76,21 Euros 299,9F/45,72 Euros 699F/106,56 Euros

ULTRA PRO BLEUE TOURNAMENT GR T CARBON 280 G
WILSON BABOLAT HEAD

499,9F/76,21 Euros 299,9F/45,72 Euros 699F/106,56 Euros

& =0=] |Document : chargé

& =0=] |Document : chargé

« 75% des parisiens qui achetent une raquette de tennis
achetent apres des chaussures »
Modification dynamique
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=
Log or Logs?

Information sur les chemins de navigation dans les fichiers logs

User Behaviors Site Content

Contant Saver
Client Computer ISP Server Web Server

Client-level logs Proxy-level logs Server-level lbgs| Content-level logs

124
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_
Web logs

S / | _—

123.456.78.9 - - [24/0ct/1999:19:13:44 —0400] “GET /Images/tagline.gif HTTP/1.0”

200 1449 http://www.teced.com/ “Mozilla/4.51 [en] (Win98;|)”=._,%

/ / /

125
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1
Web logs

IP Address Time Method/URL/Protocol Sta | Size Referre Agent
d

123.456.78.9 | [25/Apr/1998:03:04:41 —-0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Ap1r/1998:03:05:34 —0500 | GET B.html HTTP/1.0 200 | 2050 Ahtml | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:03:05:39 —0500 | GET L.html HTTP/1.0 200 | 4130 - Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Ap1/1998:03:06:02 —-0500 | GET F.html HTTP/1.0 200 | 5096 B.html | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:03:06:58 -0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (X11, I, IRIX6.2, IP22)
123.456.78.9 | [25/Ap1/1998:03:07:42 0500 | GET B.html HTTP/1.0 200 | 2050 A.html | Mozilla/3.01 (X11, I, IRIX6.2, IP22)
123.456.78.9 | [25/Apr/1998:03:07:55 -0500 | GET R.html HTTP/1.0 200 | 8140 L.html | Mozilla/3.01 (Win95, 1)
123.456.78.9 | [25/Apr/1998:03:09:50 —-0500 | GET C.html HTTP/1.0 200 | 1820 A.html | Mozilla/3.01 (X11, I, IRIX6.2, [P22)
123.456.78.9 | [25/Ap1r/1998:03:10:02 —0500 | GET O.html HTTP/1.0 200 | 2270 Fhtml | Mozilla/3.01 (Win95, 1)
123.456.78.9 | [25/Apr/1998:03:10:45 -0500 | GET J.html HTTP/1.0 200 | 9430 C.html | Mozilla/3.01 (X11, I, IRIX6.2, [P22)
123.456.78.9 | [25/Apr/1998:03:12:23 0500 | GET G.html HTTP/1.0 200 | 7220 B.html | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:05:05:22 0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (Win95, I)
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1
Web logs

IP Address Time Method/URL/Protocol Sta | Size Referre Agent
d
123.456.78.9 | [25/Apr/1998:03:04:41 —-0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Ap1r/1998:03:05:34 —0500 | GET B.html HTTP/1.0 200 | 2050 Ahtml | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:03:05:39 —0500 | GET L.html HTTP/1.0 200 | 4130 - Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Ap1/1998:03:06:02 —-0500 | GET F.html HTTP/1.0 200 | 5096 B.html | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:03:06:58 -0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (X11, I, IRIX6.2, IP22)
123.456.78.9 | [25/Ap1/1998:03:07:42 0500 | GET B.html HTTP/1.0 200 | 2050 A.html | Mozilla/3.01 (X11, I, IRIX6.2, IP22)
123.456.78.9 | [25/Apr/1998:03:07:55 -0500 | GET R.html HTTP/1.0 200 | 8140 L.html | Mozilla/3.01 (Win95, 1)
123.456.78.9 | [25/Apr/1998:03:09:50 —-0500 | GET C.html HTTP/1.0 200 | 1820 A.html | Mozilla/3.01 (X11, I, IRIX6.2, [P22)
123.456.78.9 | [25/Ap1r/1998:03:10:02 —0500 | GET O.html HTTP/1.0 200 | 2270 Fhtml | Mozilla/3.01 (Win95, 1)
123.456.78.9 | [25/Apr/1998:03:10:45 -0500 | GET J.html HTTP/1.0 200 | 9430 C.html | Mozilla/3.01 (X11, I, IRIX6.2, [P22)
123.456.78.9 | [25/Apr/1998:03:12:23 0500 | GET G.html HTTP/1.0 200 | 7220 B.html | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:05:05:22 0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (Win95, I)
X 1 1
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1
Web logs

IP Address Time Method/URL/Protocol Sta | Size Referre Agent
d

123.456.78.9 | [25/Apr/1998:03:04:41 —-0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Ap1r/1998:03:05:34 —0500 | GET B.html HTTP/1.0 200 | 2050 Ahtml | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:03:05:39 —0500 | GET L.html HTTP/1.0 200 | 4130 - Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Ap1/1998:03:06:02 —-0500 | GET F.html HTTP/1.0 200 | 5096 B.html | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:03:06:58 -0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (X11, I, IRIX6.2, IP22)
123.456.78.9 | [25/Ap1/1998:03:07:42 0500 | GET B.html HTTP/1.0 200 | 2050 A.html | Mozilla/3.01 (X11, I, IRIX6.2, IP22)
123.456.78.9 | [25/Apr/1998:03:07:55 -0500 | GET R.html HTTP/1.0 200 | 8140 L.html | Mozilla/3.01 (Win95, 1)
123.456.78.9 | [25/Apr/1998:03:09:50 —-0500 | GET C.html HTTP/1.0 200 | 1820 A.html | Mozilla/3.01 (X11, I, IRIX6.2, [P22)
123.456.78.9 | [25/Ap1r/1998:03:10:02 —0500 | GET O.html HTTP/1.0 200 | 2270 Fhtml | Mozilla/3.01 (Win95, 1)
123.456.78.9 | [25/Apr/1998:03:10:45 -0500 | GET J.html HTTP/1.0 200 | 9430 C.html | Mozilla/3.01 (X11, I, IRIX6.2, [P22)
123.456.78.9 | [25/Apr/1998:03:12:23 0500 | GET G.html HTTP/1.0 200 | 7220 B.html | Mozilla/3.01 (Win95, I)
123.456.78.9 | [25/Apr/1998:05:05:22 0500 | GET A.html HTTP/1.0 200 | 3290 - Mozilla/3.01 (Win95, I)

\

Clients

Applications

A

Dates

N

R

!

128

Items




KDD pour WUM ?

Transformer les Liens dynamiques, Sites web
données pour pouvoir adaptatifs, ¢évaluation de site
apprendre

y
©

Q%u/,
Sy ,
re \rocessm;g 9

Extraction de motifs Application

Web Log Files

Clustering, Classification,
Association Rule, Sequential
Pattern
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Pre-traitements

0 Data Filtering - Data Cleaning

B Status Code (1xx: Informational,2xx: Success,3xX:
Redirection, 4xx: Client Error, 5xx: Server Error)

B Requétes automatiques (bots, performance
monitoring systems)

B Suppression des entrées concernant des requétes
pour des fichiers graphiques, des frames ...

B Suppression des entrées genérees par des spiders/
crawlers (utilisés par les moteurs de recherche)
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Web Usage Mining

0 Preparation des donnees (suffixe, ¢liminations
des robots — agents de moteurs)

0 Identification de 1’utilisateur
Tout n’est pas dans le fichier Access Log
Utilisation d’heuristiques :

Si une page est demandee et qu’elle n’est pas
directement liée aux autres pages, il est probable
qu’il existe différents utilisateurs sur la méme
machine

Utilisation des informations sur '[P, le nom de la machine,
le navigateur, des informations temporelles ... 131
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Web Usage Mining

0 Problémes :

B |D utilisateurs supprimées pour des raisons de
securite

B [P individuelles cachéees par les proxys

B [es caches des proxy et du coté clients

0 Solutions actuelles :

B Enrcgistrement de 1’utilisateur — pratique ??
B Cookies — difficile ??

B « Cache busting » - augmente le trafic sur le réseau
(inutile avec certains proxy)
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Web Usage Mining

0 Sessions : Comment 1dentifier/définir une
transaction d’un visiteur ?

0 « Time Oriented »
B Durée totale d’une session : < 30 minutes

B Par temps passe¢ sur une page : < 10 minutes/page

0« Navigation Oriented »

B [c «referrer » est la page précédente, ou le «
referrer » n’est pas defini mais demande dans les
10 secondes, ou le lien de la page preceédente a la
page courante dans le site web 132
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Web Usage Mining

0 Sources de données
B Utilisation de fichiers logs

B Mais aussi cookies, bases de données des clients,

134
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Web Usage Mining

0 Architecture type

Données
Extérieure

ﬁ Repository

135
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Web Usage Mining

01 Limites de 1 ’approche : analyse en differce
0 Vers une approche « temps reel »

1 Pourquoi ne pas extraire les motifs sequentiels
avec une meta-heuristique ?

0 Inspiration des algorithmes génétiques

0 Principe assez similaire

136
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Web Usage Mining temps reel

Séqueﬁce fréquente
/ \

Opérateurs de voisinage

/ A\

Population de candidats

I

Candidats évalués

*| Séquences fréquentes

Nouvelle population de Séquences fréquentes
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Web Usage Mining temps reel

Séqueﬁce fréquente
/

Opérateurs de voisinage

VAR BN
Population de candidats
— 4
=

Nouvelle population de Séquences fréquen’r}&

Candidats évalués

*| Séquences fréquentes

138
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Web Usage Mining temps reel

0 Opérateurs de voisinage
01 Ajoutd ’item
<(a) (b) (d)> avec 1 ’1item ¢
<(c) (a) (b) (d)> <(a) (¢) (b) (d)>
<(a) (b) (¢) (d)> <(a) (b) (d) (c)>
01 Nouvel item fréquent : candidats de taille 2

139
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Web Usage Mining temps reel

0 Croisement
<(a) (b) (g) (h)> et <(e) () (¢) (d)>
<(a) (b) (¢) (d)><(e) (D) (g) (h)>
0 Croisement améliore

la coupure se fait apres le plus long préfixe commun

0 Dernier croisement

la seconde seéquence est choisie pour son prefixe

0 Extension de séquence

melange entre ajout d ’1tem et nouvel item fréquent
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Avantages du WUM temps reel

0 Disponibilit¢ immediate
B cn tant que pré-calcul ou comme résultat direct

01 Un nouveau type de séquence

B «lapériode du 02 au 07 janvier abrite le fréquent <
(x) (v) (), avec un support de 70% »

0 Reésultats dédiés aux utilisateurs connectes
0 Puissance de calcul inépuisable

0 Data Mining intéractif

0 Extraction de fréquents de grande taille
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Du WUM au P2P Mining

0 Les systemes d’échanges pair-a-pair (P2P)
B Offrir a une large communauté des applications pour

partager des fichiers, partager des calculs, dialoguer
ou communiquer en temps reel, ...

B bonne infrastructure pour les opérations sur de
grandes masses de donn¢es ou avec de treés
nombreux calculs,... la fouille de données

01 Un constat :la distribution “Mandriva Linux
2005 est souvent telechargee avec CD1.iso,
puis CD2.iso et finalement CD3.iso.
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P2P Mining

01 Connaissance pour
B Aider a rechercher des documents liés

B Eviter des opérations de broadcast
B Web Usage Mining vs. P2P Usage Mining

0 Des motifs ... oul mais .... attention

B Systemes treés dynamiques

0 Les noeuds agissent indépendamment les uns des autres
B Comportement tres dynamique car cible ouverte
B (Quand un noeud disparait, les s€quences de ce noeud

disparaissent ¢galement de la base distribuée
0 Quid de la connaissance extraite ?
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P2P Mining : problématique

0 Unitem 1=>[op; 1] ou op={d (download), r
(request)}

01 Une séquence maintenant S=< ([d; 3]) ([d; 4] [r;
5D ([d; 8]) >

Un utilisateur a téléchargé 3, puis il a téléchargé
4 et interroge sur 5 en meme temps et enfin il a
telecharge 8
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P2P Mining : problématique (cont.)

0 Soit D, la base au temps ¢, nous avons :
Pour un nceud u, nous notons sa partition (ses donnees)
D/
Nous avons donc, pour tous les nceuds connectés a un
instant ¢

D, = UD)"

0 Probléme : trouver les sequences dont le nombre
d’occurrences dans Dt est supérieur ou ¢gal a
minSupp.
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P2P Mining - Hypothese

01 Hypotheses :Réseau de pairs non structure

0 Pair D est capable de recevoir des s€quences
candidates, d’évaluer leur support dans D" et de
retourner le resultat
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P2P Mining — Hypothese (cont.)

01 Un pair special ( “DistributedSP *’) qui est
connecte a tous les nouveaux pairs qui arrivent
sur le réseau

Applications
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Une nouvelle approche

0 Principe général : Générer (distribution de
sequences candidates) Elaguer

1) L’ensemble des items fréquents est extrait des pairs
connectes.

2) L’ensemble de tous les candidats de taille 2 est générée. Ces
candidats sont €¢valués par les pairs connectés pour
connaitre ceux qui ont un nombre d’occurrences suffisant
sur toute la base

3) Les résultats sont récuperés par le pair DistributedSP

4) L’heuristique, basee sur des opérateurs génétiques est alors
appliquee et le nouvel ensemble de candidats est envoye
aux pairs connectes pour €valuation.

Processus repéte tant qu’il existe des noeuds connectes.
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Une nouvelle approche

Evaluated
candidates

> minDist

Applications

'

Frequent
sequences

vy

\4

Frequent
items (F1i)

— Fi x Fi

Genetic
operators

Candidate
sequences

A A
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Text Mining

01 Qu'est ce que le Text Mining

B ['extraction de connaissance a partir de donnees
textuelles (découvertes de tendances, classification/
organisation, ....)

01 Les BD textuelles sont omniprésentes

B Bases de donn¢es de bibliotheques, bases de donnees
de documents, mails, WWW, ...

B ] es données textuelles sont structurées ou semi-
structurees

0 La quantit¢ de données textuelles augmente tres
wetapldement « Le texte est facile a produire »



Text Mining vs. Recherche d’information

01 Recherche d ’Information (/nformation Retrieval)
Domaine développé en parall¢le des bases de données

L'information est organisée dans (un grand nombres de)
document

Pb : localiser les documents pertinents en se basant sur
I'entree de 1'utilisateur (mots clés ou documents
exemples)

0 Quid de la connaissance supplementaire ?

01 Requéte vs Data Mining
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Text Mining - Classification

0 Classification automatique

B (lassification automatique d'un grand nombre de
documents (pages Web, mails, fichiers textuels)
basée sur un ¢chantillon de documents pré-classifié

0 Mise en oeuvre

B FEchantillon : des experts génerent 1'echantillon

B (Classification : 'ordinateur découvre les régles de
classification

B Application : les regles découvertes peuvent €tre
utilisées pour classer des nouveaux documents et les
affecter a la bonne classe 152
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Text Mining - Classification

—

Quelques problemes

B Synonymie : un mot T peut ne pas apparaitre dans
un document mais s1 le document est tres ic¢ a T
(data mining / software product)

B Polysémie : le méme mot peut avoir plusieurs sens
(mining)

B Representation des documents (vecteurs de termes,
choix des termes représentatifs, calcul de la distance
entre un vecteur représentant le groupe de
documents et celul du nouveau document, ...)

B Evolution des classes dans le temps

Applications
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Text Mining - Correlations

0 Analyse d'associations bas¢e sur des mots cles

B Rechercher des associations/corrélations parmi des
mots cleés ou des phrases

0 Mise en ceuvre

B Pre-traitement des données . parser, supprimer les
mots 1nutiles (le, la, ...) => prise en compte d'une
analyse morpho-syntaxique (e.g. lemmatiseur)

B Un document est représenté par : (document 1d,
{ensemble de mots clés})

B Appliquer des algorithmes de recherche de regles
d'association 154
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Text Mining - Correlations

0 Quelques problemes
B Cecux du traitement de la langue naturelle

B [ es mots mutiles (ordinateur ? Utile ?7) — Réduction de
I’espace de recherche

B [es associations de mots, phrase, paragraphe, ...
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Text Mining — Analyse de tendances

0 Rechercher des tendances dans les documents
0 Mise en ccuvre

B Pre-traitement : attention 1'ordre est important

B Document représenté par : (document id, <phrases
simplifiées : ensemble de mots ordonnés>)

B Appliquer des algorithmes de motifs sequentiels
B Génerer 'historique des phrases

B Recherche les phrases qui correspondent a des
tendances
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Text Mining — Analyse de tendances

0 Principes
B Un mot : (m)
B Une phrase : <(ml) (m2) (m3) ... (mn)>

B Parametres : WindowSize, MaxGap, MinGap) Une
phrase = une phrase
[0 Une phrase = un ensemble de mots proches
0 Une phrase = un paragraphe
minGap maxGap

g

WindowSize 167
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Text Mining — Analyse de tendances

0 Gerer 'historique des phrases

B Partitionner les documents en fonction de leur
estampille (ex : année pour les brevets, mois pour
des documents sur le Web

B Pour chaque partition, génération des ensembles
frequents de phrases

B Maintenir l'historique des supports pour chaque
phrase

B [nterroger I'historique des phrases pour connaitre les
tendances (tendance récente a monter, transition
récente, résurgence d'usage, ....)
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Text Mining — Analyse de tendances

Brevets classés dans la catégorie « Induced Nuclear Reactions:
Processes, Systems and Elements »

45
4 / <(fuel)(cladding)>
ko)
3 heat) (removal)>

2 \ B/ <(feed) (water)>
\ = / <(zircon

ium) (based) (alloy)>

1 / val) (system)
0 . .

1990 1991 1992 1993
Période
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e ——————————
Conclusions

0 Les points forts :

B Reésultats clairs et explicites.
B Adaptee a I’exploitation non dirigée des données
B Travaille sur des données de taille variable
B Calculs utilises simples a comprendre
0 Les points faibles :
B Volume de calculs (fonction du nombre d’items)

B Difficulté de sélectionner le bon nombre
d’articles

160



e ——————————
Conclusions

0 Depuis 1996 :
0 Probléme de recherche ouvert

01 Donn¢es de plus en plus complexes
(représentations, ...), obtenues de plus en plus
rapidement (incrémental, flots de données),
avec de nouvelles contraintes (préservation de la
vie priveée, contraintes de dimensions,
temporelles), avec valeurs manquantes, ...

0 Besoins de nouveaux indicateurs de qualité
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e ——————————
Conclusions

0 Une URL : KDD Mine ttp://www .kdnuggets.com
01 Google, citeseer, ...

0 Quelques outils
Intelligent Miner (www.1ibm.com)
Entreprise Miner (SAS Institute)
MineSet (Silicon Graphics Inc.)
Clementine (Integral Solutions Ltd, racheté par SPSS)

DBMiner (www.dbminer.com)

0 Le projet Weka (librairie de classes Java)

http://www.cs.waikato.ac.nz/ml/weka
162



e ——————————
Reterences

0 R. Agrawal, T. Imielinski, and A. Swami. Mining association rules between sets of items in large databases.
SIGMOD'93, 207-216, Washington, D.C.

R. Agrawal and R. Srikant. Fast algorithms for mining association rules. VLDB'94 487-499, Santiago, Chile.
R. Agrawal and R. Srikant “Mining sequential patterns”, In Proc. ICDE’'95, Taiwan, March 1995.
R.J. Bayardo. Efficiently mining long patterns from databases. In Proc. SIGMOD 98, WA, June 1998

S. Brin R. Motwani, J. Ullman, and S. Tsur. Dynamic itemset counting and implication rules for market basket
data. In SIGMOD 97

0 M.N. Garofalakis, R. Rastogi, K. Shim: SPIRIT: Sequential Pattern Mining with Regular Expression
Constraints. VLDB 1999: 223-234, Edinburgh, Scotland.

0 J. Han, J. Pei, and Y. Yin: “Mining frequent patterns without candidate generation”. In Proc. ACM-
SIGMOD™2000, pp. 1-12, Dallas, TX, May 2000.

0 H. Mannila, H. Toivonen, and A. I. Verkamo. Efficient algorithms for discovering association rules. KDD'94,
181-192, Seattle, WA, July 1994.

0 J. Han and M. Kamber, Data Mining: Concepts and Techniques, Morgan Kaufmann, 2000.

0 J. Han, J. Pei, B. Mortazavi-Asl, Q. Chen, U. Dayal, M.-C. Hsu, "FreeSpan: Frequent Pattern-Projected
Sequential Pattern Mining", In Proc. 2000 Int. Conf. on Knowledge Discovery and Data Mining (KDD'00),

Boston, MA, August 2000.

0 J. Han, J. Pei, B. Mortazavi-Asl, Q. Chen, U. Dayal, M.-C. Hsu, "FreeSpan: Frequent Pattern-Projected
Sequential Pattern Mining", In Proc. 2000 Int. Conf. on Knowledge Discovery and Data Mining (KDD'00),
Boston, MA, August 2000.

0 J. Han, J. Pei, and Y. Yin: “Mining frequent patterns without candidate generation”. In ACM-SIGMOD’2000,
Dallas, TX, May 2000.

0 V. Kapoor, P. Poncelet, F. Trousset and M. Teisseire. "Privacy Preserving Sequential Pattern Mining in

Distributed Databases". Proceedings of the Fifteenth Conference on Information and Knowledge Management
(CIKM 2006), Arlington, US, November 2006.

O O o 43

163



e ——————————
Reterences

0 H. Mannila, H. Toivonen and A.I. Verkamo. Efficient algorithms for discovering association rules. In Proc.
KDD 94, WA, July 1994

0 P.A. Laur, M. Teisseire and P. Poncelet. "AUSMS: An Environment for Frequent Sub-Substructures Extraction
in a Semi-Structured Object Collection". Proceedings of the 14th International Conference on Database and
Expert Systems Applications (DEXA'03), Prague, Czech Republic, LNCS, pages 38-45, September 03.

0 F. Masseglia, P. Poncelet and M. Teisseire. "Peer-to-Peer Usage Mining: a Distributed Mining Approach".
Proceedings of the IEEE 20th International Conference on Advanced Information Networking and Applications
(AINA 20006), Vienna, Austria, April 2006.

0 F. Masseglia, F. Cathala and P. Poncelet. "PSP: Prefix Tree For Sequential Patterns". Proceedings of the 2nd

European Symposium on Principles of Data Mining and Knowledge Discovery (PKDD'98), Nantes, France,
LNAI Vol. 1510, pp. 176-184, September 1998.

0 F. Masseglia, M. Teisseire et P. Poncelet. "Extraction de motifs séquentiels - Problemes et Méthodes". Revue
Ingénierie des Systémes d'Information (ISI), Numéro spécial "Extraction et usages multiples de motifs dans les
Bases de Données", Vol.9, N. 3-4, 2004, pp.183-210.

0 F. Masseglia, M. Teisseire and P. Poncelet. "Pre-Processing Time Constraints for Efficiently Mining
Generalized Sequential Patterns". Proceedings of the 11th International Symposium on Temporal
Representation and Reasoning (TIME'04), Tatihou, Basse Normandie, France, July 2004

0 F. Masseglia, P. Poncelet and M. Teisseire. "Incremental Mining of Sequential Patterns in Large Databases".
Data and Knowledge Engineering, Volume 46, Issue 1, pages 97-121, 2003.(PDF)

0 F. Masseglia, M. Teisseire and P. Poncelet. "HDM: A Client/Server/Engine Architecture for Real Time Web
Usage". Knowledge and Information Systems (KAIS) journal, Vol. 5, N° 4, October 2003.

164



e ——————————
Reterences

0 C. Raissi and P. Poncelet. "Towards a New Approach for Mining Maximal Frequent Itemsets over Data
Stream". Journal of Intelligent Information Systems, Springer (to appear 2006)

0 C. Raissi, P. Poncelet and M. Teisseire. "SPEED: Mining Maximal Sequential Patterns over Data Streams".
Proceedings of the 3rd IEEE International Conference on Intelligent Systems (IEEE IS 2006), London, UK,
September 2006.

0 A. Savasere, E. Omiecinski, and S. Navathe. An efficient algorithm for mining association in large databases. In
VLDB 95

0 R. Srikant and R. Agrawal “Mining sequential patterns: Generations and performance improvements”, In Proc.
EDBT'96, France, March 1996.

0 H. Toivonen. Sampling large databases for association rules. In VLDB 96

0 Wei Wang, Jiong Yang, Philip S. Yu: Mining Patterns in Long Sequential Data with Noise. SIGKDD
Explorations 2(2): 28-33 (2000)

0 M.J. Zaki. Efficient enumeration of frequent sequences. CIKM'98. Novermber 1998.

165



